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ПОСТРОЕНИЕ КАРТ СЕЛЬСКОХОЗЯЙСТВЕННЫХ ПОЛЕЙ ПО 
АЭРОФОТОСНИМКАМ РАЗЛИЧНОГО СПЕКТРАЛЬНОГО ДИАПАЗОНА ДЛЯ СИСТЕМ 

ТОЧНОГО ЗЕМЛЕДЕЛИЯ 
 

Введение. Точное земледелие является одним из базовых эле-
ментов ресурсосберегающих технологий в сельском хозяйстве. Оно 
основано на применении геоинформационных технологий. Для их 
реализаций необходимы программно-технические системы, позво-
ляющие выявить неоднородность поля (приборы дистанционного 
зондирования сельскохозяйственных посевов, программное обеспе-
чение обработки данных и технические средства выполнения техно-
логических операций) в соответствии с потребностями посевов.  

Постоянный мониторинг состояния растительности невозможен 
без использования методов анализа состояния растительного по-
крова сельскохозяйственных полей по аэрофотоснимкам, которые 
являются основой для построения точных карт состояния растений и 
почв, автоматизированного выделения и идентификации различных 
типов сельскохозяйственных культур, оценки их развития и созрева-
ния, контроля возникновения и развития заболеваний растений.  

Анализ состояния растительности базируется на решении двух 
основных задач: идентификации – выделения на исходных аэрофо-
тоснимках однородных по некоторым признакам объектов, и клас-
сификации. Их решение осложняется нечеткостью признаков, а так-
же наличием мешающего фона, влиянием облачности и теней. И в 
данном случае применение нейросетевых методов и методов нечет-
кой логики позволит повысить точность распознавания. 

Дистанционные методы мониторинга сельскохозяйственных по-
лей дают возможность оперативно выявить участки полей, поражен-
ные болезнью. Выявление заболевания на ранних стадиях развития 
значительно сокращают затраты труда и средств. 

Решение ряда задач, связанных с контролем состояния расти-
тельности сельскохозяйственного назначения, может основываться 
на совмещении различных информативных признаков состояния 
растительности. 

Вегетационные индексы. Важными информативными призна-
ками, используемыми для оценки состояния растительности на ос-
нове многоспектральных изображений, являются различные вегета-
ционные индексы. 

Нормализованный относительный индекс биомассы NDVI – по-
казатель количества фотосинтетически активной биомассы на зем-
ной поверхности. Для расчета индекса используются значения спек-
тральной яркости в красном и ближнем инфракрасном. Индекс пред-
назначен для обнаружения и оценки интенсивности вегетации рас-
тений. NDVI рассчитывается по снимкам высокого, среднего и низко-
го пространственного разрешения, имеющим спектральные каналы в 
красном (от 0,55 до 0,75 мкм) и ближнем инфракрасном диапазоне 
спектра (от 0,75 до 1 мкм). Индекс может принимать значения           
от –1 до 1. Для растительности индекс NDVI принимает положитель-
ные значения, чем больше объем фитомассы, тем выше значения: 
индекса. 

Усовершенствованный вегетационный индекс EVI – улучшенный 
индекс биомассы растений, представляющий собой модификацию 

нормализованного относительного индекса растительности NDVI, 
при оценке состояния растений имеет преимущества, поскольку 
влияние почвы и атмосферы в значениях данного индекса миними-
зировано.  

Индекс листовой поверхности LAI – выраженная в квадратных 
сантиметрах (см2) площадь освещенных листьев на каждый квад-
ратный сантиметр поверхности почвы. Индекс вычисляется на осно-
ве NDVI. 

Цветовые информативные признаки. Помимо вегетативных 
индексов можно выделить и цветовые характеристики растительно-
сти: цветовые диапазоны и цветовые гистограммы для растительно-
сти в различном состоянии. 

Различные состояния растительности характеризуются различ-
ным цветом (здоровая растительность – зеленая, пораженная – жел-
тая или бурая), который может быть получен на основании анализа 
изображений. Для снижения влияния условий освещения следует 
использовать цветовое пространство HSV вместо RGB. При этом цвет 
растительности характеризуется параметрами Hue и Saturation. 

Текстурные и фрактальные информативные признаки. Тек-
стурные (признаки Харалика) и фрактальные (размерность) характе-
ристики позволяют, за счет построения оценок характеристик не-
больших участков изображений, оценить плотность растительности 
на том или ином участке поля. 

Текстурные характеристики выражают разность значений интен-
сивности соседних пикселей изображения, при этом значения оценок 
этой разности отличаются для различных типов подстилающей по-
верхности. Вычисление текстурных характеристик снимка выполня-
ется в так называемом «скользящем окне». Размер «скользящего 
окна» – 4×4 пикселя. 

Суть вычисления фрактальной сигнатуры состоит в том, что 
квантованные значения интенсивности двумерного сигнала должны 
располагаться между двумя функциями, называемыми верхней и 
нижней поверхностями. Вычисление их также выполняется для 
«скользящего окна». 

Построение нечетких дескрипторов. Построение дескрипто-
ров объектов основано на использовании комбинированных инфор-
мативных признаков многоспектральных изображений, представлен-
ных выше. 

В данной работе представлен алгоритм построения карт посевов 
с предварительной экспертной разметкой обучающего набора дан-
ных, по которому производится формирование средних значений 
для классов объектов и обучения нейросетевой модели. Разметка 
набора данных заключается в назначении каждому пикселю изобра-
жения сельскохозяйственных полей идентификатора, соответству-
ющего классу объекта в данном пикселе. 

Алгоритм построения нечетких дескрипторов для составления 
карт посевов состоит из следующих шагов. 
Шаг 1. Вычисление нормализованного относительного индекса био-
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массы NDVI. 
Шаг 2. Вычисление текстурных характеристик Харалика (Contrast, 
Entropy) для каждого из каналов мультиспектрального изображения 
поля. 
Шаг 3. Вычисление значения фрактальной размерности для различ-
ного масштаба. 
Шаг 4. Построение карты плотности биомассы для значений NDVI на 
основе диапазонов индекса. 
Шаг 5. Построение карты плотности биомассы на основе текстурных 
характеристик Харалика.  
Шаг 6. Построение карты плотности биомассы на основе фракталь-
ных размерностей разного масштаба.  
Шаг 7. Построение по полученным значениям карты посевов и объе-
дение их операцией логического "ИЛИ". 
Шаг 8. Вычисление среднего значения характеристик и информатив-
ных признаков для каждого класса по изображениям обучающего 
набора данных. 
Шаг 9. Вычисление расстояния значений характеристик и признаков 
объектов до среднего значения каждого класса. 
Шаг 10. Нормализация значения расстояний. 

Карты нормализованных расстояний и являются нечеткими де-
скрипторами. В результате выполнения шагов алгоритма получена 
карта состояния посевов, где состояние описывается комбинацией 
индексов и интерпретируется в соответствии с задаваемыми интер-
валами значений индексов. В зависимости от требований конкретной 
решаемой задачи некоторые индексы, вычисляемые на шагах 1–5, 
могут быть исключены из карты состояния. 

Комбинация информативных признаков и нечетких дескрипторов 
может использоваться для обучения нейронной сети (НС) с целью 
повышения точности построения карт полей.  

Алгоритм обучения нейросетевой модели распознавания состо-
ит из следующих шагов. 
Шаг 1. Вычисление информационных признаков для каждого из кана-
лов мультиспектрального изображений обучающего набора данных. 
Шаг 2. Формирование нечетких дескрипторов. 
Шаг 3. Формирование пар <входной вектор, идентификатор класса> 
для каждого пикселя изображений обучающего набора данных. 
Шаг 4. Определение архитектуры НС. 
Шаг 5. Обучение НС. 

Обученная НС может использоваться для попиксельного распо-
знавания изображений сельскохозяйственных полей. Дополнительно 
точность идентификации объектов может быть повышена с исполь-
зованием ансамбля НС (АНС). 

В качестве нейросетевой модели выбрана многослойная НС с 
одним скрытым слоем с нелинейной функцией активации гипербо-
лический тангенс.  

Размер входного слоя NI для НС определяется размерностью 

нечеткого дескриптора объекта и числоми характеристик и инфор-
мативных признаков. 

Размер скрытого слоя NH для НС определятся при проведении 

эксперимента с использованием следующей процедуры поиска суб-
оптимального размера скрытого слоя одиночной НС. 
Шаг 1. Определение интервала поиска размера скрытого слоя. 
Шаг 2. Обучение 10 НС с размером скрытого слоя, равным текущему 
на интервале. 
Шаг 3. Формирование из 10 НС АНС. 
Шаг 4. Оценка эффективности АНС. 
Шаг 5. Пока не конец интервала поиска, переход к следующему эле-
менту интервала. 
Шаг 6. Выбор АНС с лучшей эффективностью на интервале поиска, 
размер скрытого слоя элемента АНС будет подходящим решением. 

Эффективность оценивается с использованиемматрицы неточ-
ностей (confusionmatrix). С ее помощью можно рассчитать такие 
метрики, как точность (Precision), полнота (Recall) и F-мера. 

Проведение эксперимента 
Входные данные. В качестве тестовых данных использовался 

набор мультиспектральных изображений «Assessingcrops 
(multispectral/eBee SQ)». Изображения были собраны в Швейцарии 

беспилотным летательным аппаратом «eBee SQ» с камерой 
Sequoia. 

Технические данные: 

• разрешение 0,1213 м; 

• охват 2,57 км2; 

• система координат WGS84; 

• высота полета120 м. 
Набор данных включает 5260 изображений в формате tiff. Размер 

13 ГиБ. Включает зелёный канал, красный канал, ближний инфракрас-
ный канал, канал «красного края». Каждое мультиспектральное изоб-
ражение представлено в виде изображений отдельных каналов. 

Ближний инфракрасный, видимый красный и видимые зеленый 
каналы при отображении соответственно на красную, зеленую и 
синюю области RGB-изображения представляют псевдоцветное 
изображение, которое называется стандартным цветным инфра-
красным композитом. В данном представлении разделение расти-
тельности представляется наиболее наглядным.  

В изображении композита области воды очень темные, а зеле-
ная растительность выглядит красной. Цветной инфракрасный ком-
позит представлен на рисунке 1а. 

 

а)  
 

б)  

 
а) стандартный цветной инфракрасный композит; 
б) размеченные данные для классов «здоровая растительность» и 
«слабая растительность» 

Рисунок1 – Входные данные 

 
Размеченные данные для классов «здоровая растительность» 

и «слабая растительность» представлены на рисунке 1б. Наибо-
лее значимым индексом является NDVI, который представлен на 
рисунке 2. 
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Рисунок 2 – NDVI исходного изображения 

 
На основе совместных характеристик строилась карта нечеткой 

принадлежности к классу «здоровая растительность». Карта нечет-
кой принадлежности представлена на рисунке 3. Как видно из рисун-
ка, кроме сельскохозяйственной растительности, также отмечаются 
растительность лесная. 

 

 
Рисунок 3 – Карта нечеткой принадлежности к классу «здоровая 

растительность» 

 
Данная карта совместно с вегетационными индексами и характе-

ристиками вариативности обрабатывалась нейросетевой моделью, 
которая выдает четкое решение принадлежности к классам «здоровая 
растительность», «слабая растительность» и «другие объекты». Раз-
мер скрытого слоя NH для НС был равен 400 нейронов. 

Результат работы модели представлен на рисунке 4. 
Для определения точности распознавания полей использовался 

коэффициент Жаккара, который вычисляется по следующей формуле: 

 ( ),
'

A B
J A B

A B A B
=

+ +
U

I
,           (1) 

где A – множество точек класса из размеченного изображения; 

B – множество точек класса изсформированного моделью изоб-

ражения.  
 

 
Рисунок 4 – Результат работы модели 

 

Результаты представлены в таблице 1. 
 

Таблица 1 – Оценка точности построения карты сельскохозяйствен-
ных полей 

Метод Коэффициент Жаккара 

Построение на основе NDVI 0,66 

Построение на основе NDVI + текстур-
ные и фрактальные характеристики 

0,67 

Предложенная модель 0,86 
 

Как видно из таблицы, наибольшую информативность относи-
тельно наличия растительного покрова показывает индекс NDVI на 
основе близкого инфракрасного спектрального диапазона. Текстур-
ные и фрактальные характеристики не показали значительного 
улучшения при совмещении с NDVI.  

Использование нейросетевой модели и нечетких дескрипторов поз-
воляет более точно формировать контуры распознаваемых объектов. 

Заключение. Метод комбинирования информативных признаков 
многоспектральных изображений для оценки состояния сельскохо-
зяйственной растительности строится на совместном использовании 
данных видимого диапазона и ряда вегетационных индексов, вычис-
ляемых по изображениям в видимой и инфракрасной областях спек-
тра, а также цветовых и текстурных характеристик.  

Алгоритмы построения комбинированных информативных при-
знаков многоспектральных изображений, основанные на совместном 
использовании ряда вегетационных индексов, вычисляемых на базе 
видимого спектра и ближнего инфракрасного спектра, цветовых и 
текстурных характеристик изображений, предназначены для оценки 
состояния сельскохозяйственной растительности и подготовки раз-
личных тематических карт для задач точного земледелия. 

Алгоритм построения дескрипторов объектов, характеризующих-
ся вариативностью информационных признаков, может использо-
ваться для сегментации и распознавания изображений в системах 
мониторинга состояния и прогнозирования урожайности сельскохо-
зяйственной растительности. 

Использование нейросетевой модели и нечетких дескрипторов 
позволяет повысить точность дистанционных методов мониторинга 
сельскохозяйственных полей по сравнению с методами на основе 
только вегетационных индексов и характеристик вариативности. 

 

Исследование выполнено при финансовой поддержке БРФФИ 
(проект № Ф16MC-012). 
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GANCHENKO V., DOUDKIN A., MARUSHKO Y. Construction of maps of agricultural fields on aerial photographs of different spectral range 
for precision farming systems 

An algorithm for forming fuzzy descriptors for constructing crop maps for multispectral images is determined. An algorithm for learning the neural 
network recognition model is determined. The algorithm for mapping the crops is defined. The method of combining informative features of multispectral 
images for assessing the state of agricultural vegetation is based on the joint use of visible range data and a number of vegetative indices computed 
from images in the visible and infrared regions of the spectrum, as well as color and texture characteristics. Experimental results of application of the 
proposed algorithms are presented. 

The NDVI index on the basis of the near infrared spectral range shows a higher information content with respect to the presence of the vegetation 
cover. Neural network model and fuzzy descriptors allow to more accurately form contours of recognized objects. 
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ДЕТЕКТИРОВАНИЕ ТЕКСТОВЫХ ОБЪЕКТОВ НА ОСНОВЕ «НЕГЛУБОКОЙ» 
СВЕРТОЧНОЙ НЕЙРОСЕТИ C ОПТИМИЗАЦИЕЙ ВЫЧИСЛЕНИЙ 

 

Введение. Технологии автоматической обработки текста разра-
батываются на протяжении нескольких десятков лет, что привело к 
появлению эффективных прикладных систем (например, фирмы 
ABBYY). Однако главным образом они ориентированы на анализ 
машинного текста и изображений документов, при этом в целом 
ряде типовых приложений (обработке рукописного текста, техниче-
ском зрении роботов и др.) уровень эффективности все еще не до-
статочен как по точности, так и ресурсоемкости. Кроме того, регу-
лярно появляются новые практические задачи (в частности, созда-
ние систем «дополненной реальности»), связанные с использовани-
ем портативных оптических устройств (например, видеокамер 
смартфонов), что стимулирует активное исследование соответству-
ющих направлений науки. Математической основой предлагаемых 
решений зачастую является аппарат искусственных нейросетей 
ввиду сложности строгой формализации задач анализа текста в их 
широкой постановке. Подобный выбор также сделан в представлен-
ном исследовании детектирования текстовых объектов растровых 
изображений с произвольной композицией, вариативными яркост-
ными и топологическими свойствами текста. 

1. Анализ предыдущих результатов и постановка задачи. Вы-
полненный обзор показал существенные ограничения применимости 
по-прежнему широко используемого в обработке текста OCR-подхода 
при наличии оптических искажений изображения. Так, расфокусировка 
вызывает увеличение степени фрагментированности контуров тексто-
вых объектов, что усложняет их последующую локализацию, а при 
неравномерной освещенности весьма затруднительна качественная 
бинаризация. Предложены варианты решения данных проблем, путем 
модификации классических методов (в частности, Canny и Niblack), что 
повышает качество кластеризации классов «текст» и «фон» при яр-
костной неоднородности [1]. Однако данные меры все же недостаточ-

ны для анализа изображений реальных сцен ввиду вероятного пере-
крытия объектов, перспективных искажений, несоответствия ракурса 
съемки и т. п., направляющих поиск решений в область методов ма-
шинного обучения, а именно сверточных нейросетей (СНС). 

Одним из отличительных свойств СНС является объединение в 
рамках одной нейросети двух этапов анализа: выделения высоко-
уровневых признаков объектов (происходящего в режиме «черного 
ящика») и их классификации, что представляется существенным 
преимуществом перед использованием упрощенных зрительных 
моделей, интуитивно выбираемых характеристик объектов и значе-
ний параметров порогового ограничения. Среди недостатков СНС 
можно выделить недостаточную формализацию, зависимость от 
представительных баз данных и значительных вычислительных 
ресурсов как для обучения, так и применения. Последнее обстоя-
тельство в особенности актуально для весьма востребованных в 
настоящее время глубоких нейросетей (ГНС) [2], которые содержат 
большое количество вычислительных элементов, что затрудняет 
использование ГНС на стандартных ЭВМ и мобильных устройствах. 
Использование ГНС в практических приложениях (например, для 
распознавания речи) основано на наличии вычислительных ресур-
сов серверного оборудования с существенным ограничением функ-
циональности в отсутствии соединения. При этом научные исследо-
вания проводятся средствами высокопроизводительного оборудова-
ния (минимально с помощью ЭВМ, оснащенной мощным процессо-
ром и расчетными графическими картами), требующего дополни-
тельных финансовых затрат. 

Перспективным направлением расширения применимости ГНС 
является их редукция, например, удаление «избыточных» по неко-
торым критериям нейронов или целых слоев обученной нейросети. 
При этом возникают вопросы как к формализации «избыточности», 
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